
論 文 パターン認識のための学習―基礎と応用―論文小特集

カーネル非線形部分空間法によるパターン認識

前田 英作† 村瀬 洋††

Kernel Based Nonlinear Subspace Method for Pattern Recognition

Eisaku MAEDA† and Hiroshi MURASE††

あらまし 新しいパターン識別手法，カーネル非線形部分空間法（Kernel based Nonlinear Subspace method；
KNS法）を提案する．本手法はカーネル関数によって定義された非線形変換を利用して高次元非線形空間上での
部分空間法を実現したものである．近年研究が盛んな Support Vector Machineはカーネル関数を利用した非線
形識別手法であり高い識別性能を有するが，パターン数，クラス数の増加に伴い学習に要する計算量が爆発的に
増えるという問題がある．一方，従来の部分空間法は多クラスの識別に有効でかつ高速な識別手法であるが，パ
ターンの分布が非線形性をもつ場合やクラス数に比較して特徴空間の次元が小さい場合に十分な識別性能が得ら
れない．提案手法は，両者の利点を組み合わせることにより，互いの欠点を補完し高い識別性能を有する多クラ
スの非線形識別を少ない計算量で実現する．本論文では，非線形部分空間法がカーネル関数で定義される非線形
変換を用いて定式化可能なことを示し，非線形分布及び多クラス分布に対する識別性能，パラメータ変動に対す
る識別性能の安定性，学習及び識別に要する計算コストなどの観点から提案手法を評価し，従来手法に比べて優
れていることを検証した．
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1. ま えが き

計算機によるパターン認識の実現法には，パターン

の確率密度関数の形を既知として与え関数のパラメー

タを学習パターンから推定することにより識別関数を

構成するパラメトリックな方法と，パターンの確率密

度関数の形を未知として学習パターンから直接識別関

数を設計するノンパラメトリックな方法とがある．現

実の多くの問題では特徴空間におけるパターンの分布

形を仮定できないことが多く，実用性がより高いのは

ノンパラメトリックな方法である．その代表例の一つ

が線形関数によって識別関数を記述する方法であり，

種々の基準において最適な線形識別関数を得るための

学習アルゴリズムも知られている．そして，線形識別

関数は記述が簡単なわりに頑健で実用的価値も高い．

しかし，真の境界面が複雑な形状をしているときに

は線形識別関数では十分な性能が実現できないので，
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非線形関数を用いて識別関数を記述することが必要と

なる．非線形手法の代表的な例として区分的線形識別

関数法 [1]，Φ 関数法（一般線形識別関数法）[1]，ポテ

ンシャル関数法 [2]，最近傍決定則 [3]，ニューラルネッ

トワーク [4]などが知られている．しかしながら，区

分的線形識別関数法はその収束性や最適性など学習ア

ルゴリズムの特性に関する解析が不十分である，Φ 関

数法は最適な非線形関数の組を決定する方法が明らか

でない，ポテンシャル関数法や最近傍決定則は特に特

徴空間が高次元のときに識別精度を高めるには多くの

学習パターンを必要とする，ニューラルネットワーク

は一般に局所最適解しか得られない，などの問題点を

はらんでおり一長一短がある．

最近，新しい非線形パターン認識手法として Sup-

port Vector Machine（SVM）[5], [6]が注目されてい

る．SVMは，マージン最大化基準を用いることによっ

て最適化問題が凸 2次計画法の問題に帰着され，大域

的に最適な識別関数が求まる点，カーネル関数を介し

て定義される非線形変換によってパターンを高次元空

間へ写像する点に特徴がある．しかし，SVMは 2ク

ラスの識別を行う識別機であること，パターン数の増

加に伴って最適解を得るのに必要な計算量が膨大にな
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ることなどの問題点が指摘されている．

一方，従来から文字認識などにおいて多クラスの識

別手法として利用されている部分空間法は，各クラス

を特徴づける部分空間をクラスごとに定めて識別に

利用する方法である．そして，一般にクラス数が多い

場合には特徴空間の次元が高いことが望ましい．した

がって，カーネル関数を利用した高次元空間への非線

形変換と部分空間法とを組み合わせることができれば，

それぞれの利点を生かしてより少ない計算量でより高

い識別性能を有する多クラス識別のための非線形識別

機が設計できると期待される．

本論文では，まず，SVM及び部分空間法の問題点

を述べた後，カーネル関数を介して定義される非線

形変換を用いて非線形部分空間法が定式化可能なこ

とを示す．次に，非線形性をもつ分布に対する識別性

能，多クラス分布に対する識別性能，パラメータ変動

に対する識別性能の安定性，学習及び識別に要する計

算コストなどの観点から提案手法を評価し，従来手法

に比べて優れていることを検証した結果について報

告する．以下，提案手法をカーネル非線形部分空間法

と呼び，KNS法（Kernel based Nonlinear Subspace

method）と略記する．また最近，本研究 [7]～[9]とは

独立に同様のアイデアが報告された [10]．

2. カーネル関数とパターン認識

2. 1 Parzen windowとポテンシャル関数法

ノンパラメトリックな確率密度推定の一手法である

Parzen window法は，カーネル関数と呼ばれる関数

の線形和によって確率密度関数を記述する方法であ

る [11]．クラスごとの確率密度関数と事前確率を精度

良く推定することができれば，ベイズの定理から最適

な識別機を設計することができる．こうした考え方を

発展させてカーネル関数をパターン認識に直接利用し

た手法がポテンシャル関数法である [2]．これはカー

ネル関数を用いて直接識別関数を記述する方法であ

り，識別関数 f(x) をカーネル関数 k と学習パターン

xi (i = 1, . . . , n) を用いて

f(x) =

n∑
i=1

qik(x,xi) (1)

と定義し，学習によってパラメータ qi の最適値を決定

する．ただし，x は d 次元パターンベクトル，n は学

習パターン数を表す．特に，Rd から Rdφ への写像，

φ : x �→ φ(x) =
(
φ1(x), . . . , φdφ

(x)
)t

(2)

を用いて，パターン x，y に対し

k(x,y) = φ(x)tφ(y) =

dφ∑
i=1

φi(x)φi(y) (3)

と展開可能なカーネル関数のクラスについて，学習

アルゴリズムの収束性能などの様々な研究がなされ

た [12], [13]．

しかし，Parzen windowによる確率密度関数やポ

テンシャル関数法による識別関数の記述には推定精

度，識別性能を高めるために非常に多くの学習パター

ンを必要とするという欠点があり，特に特徴空間の次

元が高いときには深刻な問題であった．そして，カー

ネル関数の特徴を利用した新しい非線形識別関数の構

成法として Vapnikによって提案されたのが Support

Vector Machine（SVM）である [5], [6]．

2. 2 カーネル関数と非線形 SVM

非線形 SVMは，非線形変換によって特徴ベクトル

を原空間よりもはるかに高次元の空間へ写像した後に

線形 SVMを適用し，高次元空間上で最適な超平面を

求めることによって得られる．したがって，非線形変

換後に線形識別関数の最適化を行うという点におい

て SVMの学習は Φ 関数法 [1]と同じである．しかし

ながら，非線形 SVMにおける非線形変換はカーネル

関数を介して定義されているという点が SVMの学習

と Φ 関数法との大きな違いであり，これにより非線

形 SVMの最適化問題は線形 SVMと同じく凸 2次計

画法に帰着できる．そして，非線形関数の具体的な形

を知る必要がなく，原空間のパターンベクトル間の演

算によって高次元空間での最適化問題を解くことがで

きる．

ここで，パターンベクトル x，yのある関数 k(x,y)

に対し式 (3)を満たす φとして非線形変換 φを定義す

る．ただし，dφ は φ(x) の次元を表す．非線形 SVM

において，カーネル関数 k(x,y) は φ(x) と φ(y) の

関数としてではなく，以下の例のように x と y の関

数として定義される．

k(x,y) = xty (4)

k(x,y) = (1 + xty)p (5)

k(x,y) = exp

(
−‖x − y‖2

2p2

)
(6)

ここで pは任意の定数である．kを式 (4)と定義すれば

φ は恒等写像であるから線形 SVMと等価であり，式
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(5)は p 次多項式関数に，式 (6)は分散 p2 の広がりを

もつGaussian Radial Basis Function（RBF）[14]に

相当する [5], [6]．また，式 (3)を満たす具体的な φが

存在するためのカーネル関数 k(x,y) の条件は，マー

サーの条件として知られている [15]．

このようなカーネル関数を用いた非線形変換の定式

化には二つの特徴がある．第 1に φで写像される空間

が一般に非常な高次元になる点である．式 (5)の例で

は φ の次元は dφ = d+pCp − 1 であり，元の特徴空
間の次元を 100，カーネル関数を 3次の多項式関数で

定義したとすれば，φ(x) の次元は 176,850にもなる．

この高次元空間の各軸は互いに線形独立であり，原空

間と比べて識別により有利な超平面が存在すると期待

できる．第 2に非線形 SVMの最適化，すなわち高次

元空間での線形 SVMの最適化のように，問題がカー

ネル関数を用いて定式化できれば，低次元原空間のパ

ターン間の演算で解くことができる．これは計算量の

観点から大きな利点となる．

2. 3 SVMの問題点

一方，SVMには次のような問題点が指摘されてい

る．第 1に SVMの最適化問題，すなわち凸 2次計画

法を解くためには多くの計算時間を必要とする．しか

も学習パターン数に比例して 2次計画法の規模は大き

くなり，それを解くための計算量は爆発的に増大する

（図 5 参照）．第 2に，SVMは 2クラスパターンの識

別機であり，多クラスに適用する場合には工夫が必要

となる．例えばクラス対ごとに設計した識別関数を組

み合わせて多クラスの識別を行う方法は古くから知ら

れており [16], [17]，これを SVMと組み合わせること

が可能である．また，多クラスの識別を目的としてク

ラス対ごとの線形識別関数を一度の最適化によって解

く方法が提案されており [18]，これを SVMの 2次計

画法に組み込んで多クラスの識別のための SVMを実

現する方法も提案されている [19], [20]．ただし，クラ

ス数の増大とともに最適化問題の規模も増大し，計算

量の問題に直面する．

3. 線形部分空間法

3. 1 CLAFIC法と投影距離法

本論文では部分空間法を広義の意味でとらえ，各ク

ラスを特徴づける部分空間を学習パターンからクラス

ごとに決定し，そのクラス部分空間を利用して未知パ

ターンの識別を行う方法を部分空間法と呼ぶこととす

る．この広義の部分空間法は大きく二つに分けられる．

第 1のものは特徴空間の原点を起点として各クラス

分布ごとに KL展開を行ってクラス部分空間を決定し，

未知パターンのクラス部分空間への射影ベクトルの長

さが最大となる部分空間のクラスに判定する方法であ

る．狭義にはこの手法を部分空間法と呼ぶ．特徴空間

の原点はクラス部分空間の原点でもあるので，この判

定法は未知パターンとその射影ベクトルの方向余弦の

大きさで判定することと等価である．CLAFIC法 [21]

がその例であり，射影ベクトルの長さの代わりに重み

付けされた長さで評価する複合類似度法 [22]はその変

法とみなすことができる [23]．

第 2のものは各クラス重心を起点として各クラス分

布ごとに KL展開を行ってクラス部分空間を決定し，

未知パターンからクラス部分空間への投影距離が最小

となる部分空間のクラスに判定する方法であり，投影

距離法 [24]と呼ばれる．

CLAFIC法はクラス部分空間を作るときの原点を特

徴空間の原点に置くが，投影距離法では各クラスの重

心に置くという点がこれら二つの手法の本質的な違い

である．したがって，CLAFIC法では特徴空間の原点

と各クラスの分布との相対位置に識別結果が依存する

が，投影距離法では依存しない．また，分布が特徴空

間の原点をまたいでいる場合には明らかに CLAFIC

法はうまく機能しない．しかしながら，一般的には，

CLAFIC法と投影距離法の識別性能の差は一概には

結論できない．

3. 2 部分空間法の問題点

前節で述べた線形部分空間法は，多クラスの識別が

少ない計算量で実現できる一方で，二つの欠点がある．

まず第 1に，分布が非線形な軸に沿って広がる場合，

線形主成分分析によって定まる主成分方向は意味をな

さない．したがって，得られるクラス部分空間が必ず

しもそのクラスを特徴づける部分空間にはならない．

第 2に，クラス数に対する特徴空間の次元の比が小さ

い場合，各クラス部分空間同士の重なりが増え，一般

に識別性能が低下する．特徴空間の次元を大きくする

ためには特徴量の数を増やせばよいが，これは必ずし

も容易ではない．クラス数が多い課題に対して部分空

間法を適用する場合には大きな問題となる．

第 1の欠点を補う方法として，自己想起型ニューラ

ルネットを用いた次元圧縮型の非線形主成分分析と部

分空間法とを組み合わせた識別手法が提案されてい

る [25]．この方法では，クラス部分空間を構成する際

に分布の非線形性を吸収することが可能であり，線形
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部分空間法よりも性能の高い識別が期待できる．しか

しながら，クラス部分空間を構成するためにはニュー

ラルネットの学習が必要となり，局所解に陥る危険性

を避けることができない．更に，次元圧縮型の自己想

起型回路を用いているので前節で述べた線形部分空間

法の第 2の欠点を克服することができない．

一方，SVMで使われているカーネル関数を介して

定義された非線形変換は，前節で述べたように非常に

高次元への非線形変換である．そこで，このカーネル

非線形変換と部分空間法とを組み合わせることができ

れば上で述べた部分空間法の二つの欠点を克服できる

ことが期待できる．更に，部分空間法は SVMのよう

に 2次計画法を解く必要がなく，また次節で述べるよ

うに，カーネル関数によって定式化できるので φ を

陽に用いることなく識別が可能となり，計算コストの

観点からも有利である．

4. カーネル非線形部分空間法（KNS法）

本章では，カーネル非線形部分空間法（KNS法）の

概要を述べる．まず，クラス非線形部分空間がカーネ

ル非線形主成分分析を用いて定義できることを示し，

次に，識別のための基準がカーネル関数を用いて記述

できることを示す．

4. 1 カーネル関数による非線形部分空間の構成

カーネル関数を利用してクラス非線形部分空間を構

成するためには Schölkopfによって提案されたカーネ

ル非線形主成分分析 [26]の技法を用いる．カーネル非

線形主成分分析では非線形変換 φ が陽に定義されず

カーネル関数だけが与えれるので，一般に非線形空間

上での分布の主成分方向を求めることはできない．し

かし，非線形変換後のパターンベクトルと非線形部分

空間の各軸の方向ベクトルとの内積は以下のように

カーネル関数を用いて算出することができる．本節で

は，以上の事実を特異値分解を用いて示す．

任意の 3組の d 次元パターン x1, . . . ,xn，y1, . . . ,

ym，z1, . . . , zl 及び関数 φ (Rd → Rdφ ) を用いて，

行列 Xφ，Yφ，Zφ を

Xφ = (φ(x1), . . . , φ(xn)) (∈ Rdφ×n) (7)

Yφ = (φ(y1), . . . , φ(ym)) (∈ Rdφ×m) (8)

Zφ = (φ(z1), . . . , φ(zl)) (∈ Rdφ×l) (9)

と定義する．φ(xi) (i = 1, . . . , n) の平均ベクトルを

φM とおけば，

φM =
1

n

n∑
i=1

φ(xi) =
1

n
Xφ1n (10)

と書くことができる．ただし，1n は全要素に 1をも

つ n 次元ベクトルである．関数 φ̃ を

φ̃ : x �→ φ(x)− φM (Rd → Rdφ) (11)

と定義すると Xφ̃ は式 (10)を用いて

Xφ̃ = (φ(x1)− φM , . . . , φ(xn)− φM )

= Xφ − φM1t
n

= Xφ − 1

n
Xφ1nn (∈ Rdφ×n) (12)

となる．ただし，1nn′ は全要素に 1をもつ (n, n′) 行

列を表す．同様に，

Yφ̃ = Yφ − 1

n
Xφ1nm (∈ Rdφ×m) (13)

Zφ̃ = Zφ − 1

n
Xφ1nl (∈ Rdφ×l) (14)

となる．また任意の (dφ, m)行列Y，(dφ, l)行列 Zに

対し，K(Y,Z)をその第 (i, j)成分が φ(yi)
tφ(zj) (=

k(yi, zj)) となる (m, l) 行列，すなわち，

K(Y,Z) = Yt
φZφ (15)

と定義する．K をカーネル行列と呼ぶ．更に，

GX(Y,Z)をその第 (i, j) 成分が φ̃(yi)
tφ̃(zj)となる

(m, l) 行列と定義すると，式 (13)，(14)，(15)より，

GX(Y,Z)

= Yt
φ̃Zφ̃

= K(Y,Z)− 1

n
K(Y,X)1nl − 1

n
1mnK(X,Z)

+
1

n2
1mnK(X, X)1nl (16)

となる．

ここで，行列Xφ̃に対して特異値分解を行う．Xt
φ̃
Xφ̃

の固有値を λi (λ1 >= . . . >= λn)とおくと，その正の固

有値は r (= rank(Xφ̃)) 個存在し，Xφ̃X
t
φ̃
の正の固有

値と一致する．固有値 λi に対応する Xt
φ̃
Xφ̃，Xφ̃Xt

φ̃

の正規直交固有ベクトルをそれぞれ ui，vi とし，行

列 U，V，Λ を

U = (u1, . . . , ur) (∈ Rn×r) (17)

V = (v1, . . . ,vr) (∈ Rdφ×r) (18)

Λ =




√
λ1

0
. . .

0 √
λr


 (∈ Rr×r) (19)
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とおけば

Xφ̃ = VΛUt (20)

である．Xφ̃Xt
φ̃
はパターン集合 (φ(x1), . . . , φ(xn))

の共分散行列の n 倍であるから，vi はパターン集合

の i 番目の主成分方向を意味する．特異値分解の特性

から

vi =
1√
λi

Xφ̃ui (21)

が成り立つので，ベクトル φ̃(z) の vi への射影は

vt
iφ̃(z) =

1√
λi

ut
iX

t
φ̃φ̃(z)

=
1√
λi

ut
iGX(X, z) (22)

となる．φ̃(zj) の vi への射影は VtZφ̃ の (i, j) 成分

であるから

VtZφ̃ = Λ−1UtGX(X,Z) (23)

と表すことができる．一方，Λ と U は行列 Xt
φ̃
Xφ̃，

すなわち GX(X,X) の固有値と固有ベクトルとして

求まる．

以上から，任意のパターン z に対し，非線形部分

空間の第 i 主成分方向 vi への φ̃(z) の射影は式 (15)

で定義される K が与えられれば求まる．したがって，

カーネル関数 k の定義式と学習パターンが与えられれ

ばよく，φ の具体的な形を知る必要はない．

4. 2 カーネル非線形部分空間法の識別規則

本論文で提案するカーネル非線形部分空間法（KNS

法）は，部分空間の構成手段として前節で述べたカー

ネル非線形主成分分析の技術を使う．非線形クラス部

分空間の構成法及び識別規則は，CLAFIC 法，投影

距離法のどちらの方式でも採用することができる．そ

れぞれの方式と組み合わせた KNS 法の識別規則が，

カーネル関数を用いて記述できることを以下に示す．

本節では，X をある一つのクラスに属する学習パター

ンからなるパターン行列，z を属するカテゴリーが未

知のあるテストパターンとする．

まず，CLAFIC 法をベースとした KNS 法につい

て述べる．K(X,X) = Xt
φXφ の上位 d′ 個の固有値

を λ′
i (i = 1, . . . , d

′)，固有値 λ′
i に対応する Xt

φXφ，

XφXt
φ の正規直交固有ベクトルをそれぞれ u′

i，v′
i と

し，d′ 個の u′
i，v′

i，λ′
i から式 (17)，(18)，(19)と同様

に U′
d′，V′

d′，Λ′
d′，を定義する．V′

d′ = (v′
1, . . . ,v

′
d′)

で張られる部分空間への φ(z) の射影ベクトルの長さ

を P ′(z) とすると，式 (15)，(21)より，

P ′2(z) =
d′∑

i=1

(
v′

i
t
φ̃(z)

)2
= ‖V′t

d′φ(z)‖2

= ‖(Λ′
d′)−1U

′t
d′Xt

φφ(z)‖2

= ‖(Λ′
d′)−1U

′t
d′K(X, z)‖2 (24)

となる．d′ はクラス部分空間の次元である．各クラス

ついて P ′2(z) を求めその値が最小となるクラスに z

を識別すればよい．

次に，投影距離法をベースとした KNS法について

述べる．GX(X,X) = Xt
φ̃
Xφ̃ の上位 d′ 個の固有値

を λi (i = 1, . . . , d
′)，固有値 λi に対応する Xt

φ̃
Xφ̃，

Xφ̃Xt
φ̃
の正規直交固有ベクトルをそれぞれ ui，vi と

し，d′ 個の ui，vi，λi から上と同様に Ud′，Vd′，

Λd′ を定義する．あるパターン z に対し，φ(z) から

φM までの距離，すなわちベクトル φ̃(z) の長さを

L(z)，正規直交ベクトルの組 Vd′ = (v1, . . . ,vd′) で

張られる部分空間への φ̃(z) の射影ベクトルの長さを

P (z) とすると，投影距離の 2乗 D2(z) は L2(z) と

P 2(z) の差であるから，式 (16)，(23)より，

D2(z) = φ̃
t
(z)φ̃(z)−

d′∑
i=1

(
vt

iφ̃(z)
)2

= GX(z, z)− ‖Λ−1
d′ Ut

d′GX(X, z)‖2 (25)

となる．したがって，各クラスついて D2(z) を求め

その値が最小となるクラスに z を識別すればよい．

前節で述べたように，U′
d′，Λ′

d′ は K(X,X) から

求まり，Ud′，Λd′ は GX(X,X) から求まる．した

がって，上のどちらの方法においてもカーネル関数

k(x,y) の定義式と学習パターンが与えられれば φ の

形を知らなくても未知パターンの識別が可能である．

また，線形部分空間法の場合と同様に，KNS法にお

いてクラス部分空間の次元 d′ は識別結果に影響する．

通常，d′ をクラスにかかわらず一定とするか，又は，累

積寄与率（cumulative proportion, c.p.）がクラスに

かかわらず等しくなるように d′ の値を定めることが多

い．ただし，累積寄与率は固有値 λi (λ1 >= . . . >= λn)

を用いて

c.p. =

d′∑
i=1

λi

/
dφ∑
i=1

λi (26)

604



論文／カーネル非線形部分空間法によるパターン認識

と定義される．最適な d′ または c.p.の値は課題ごと

に異なる．この点については 5. 4 で再度言及する．

5. 認識実験の結果と考察

カーネル非線形部分空間法（KNS）の特性と効果を

調べるため，最近傍決定則（kNN），Support Vector

Machine（SVM），部分空間法（LSS）などの従来手

法と識別性能の比較を行った．実験対象として，第三

者による追試及び比較が可能なデータのみを選び，公

開手書き文字データから作成した 10及び 64次元の 48

クラスパターン，2次元非線形分布をなす 2クラス人

工発生パターン，公開データベース Proben1 [27]の

データ，の 3種類を用いた．これらを用いて，様々な

条件における識別率，パラメータの変動に対する識別

性能の安定性，学習及び識別における計算コストの観

点から KNS法の性能評価を行った．

各手法を表す略記号おいて，LSS，KNSでは末尾

に “-C” または “-P” を付けることにより CLAFIC

法と投影距離法のどちらを用いたかを表した．また，

SVM，KNSにおけるカーネルの種類 polyと rbf及び

そのパラメータ p は，式 (5)，(6)で定義されるカー

ネル関数とそのパラメータをそれぞれ表す．例えば，

KNS-P(rbf-10)は，式 (6)で定義されるカーネル関数

を p = 10 として用いた投影距離法ベースの KNS法

であることを示す．更に，d′ はクラス部分空間の次元

を，c.p.は累積寄与率を，kは k-最近傍決定則におけ

る kの値を，c は SVMの評価式におけるペナルティ

係数を表すものとする．

5. 1 多クラス分布に対する識別性能

クラスが十分多くかつ性能評価を行う上で十分なパ

ターン数をもつ公開された特徴量データはほとんどな

い．そこで，次のような方法で多クラスパターンを生

成した．まず，原データとして ETL-5 [28]に納められ

ている手書き文字データのうち，片仮名 48種 10,608

文字の 72× 76 画素の画像パターンを用意した．次に，
画像の左下を原点とみなしたときに (19, 14) の座標で

与えられる画素を起点として 40× 50 画素の範囲を切
り出し，画素値の平均と分散による正規化を各画像ご

とに行った．更に，これを 2,000次元のベクトルとみ

なして全パターンに対し KL展開を施し，64次元及び

10次元に圧縮した．最終的に各クラス当り 208個の

64次元パターン及び 10次元パターンを得た．こうし

て得られたパターンは必ずしも文字認識に有効な特徴

ではないが，第三者が容易に再現可能であること，特

表 1 64次元多クラス分布に対する識別誤り率（%）
Table 1 Classification error rates (%) against

64-dimensional multi-class patterns.

d: dimension 64

# of classes 48

c.p. d′(mean ± s.d.) train test

# of patterns 4,800 4,800

kNN (k = 1) 0.00 13.92

kNN (k = 5) 10.65 15.65

LSS-P 0.96 (58.5 ± 5.7) 0.25 6.58

LSS-C 0.97 (24.3 ± 3.1) 0.29 7.23

KNS-P (rbf-100) 0.98 (43.6 ± 4.4) 0.00 5.87

KNS-C (rbf-100) 0.995 (30.7 ± 3.9) 0.04 5.90

KNS-P (poly-2) 0.99 (82.4 ± 4.8) 0.00 6.92

KNS-C (poly-2) 0.998 (94.2 ± 2.6) 0.00 6.98

徴空間上の有界な領域にパターンが分布していること，

多クラスの分布であること，人工データと比較してパ

ターン分布に恣意性が少ないなどの利点があり，識別

系の評価用データとして適する．識別実験においては，

各クラス当り 100パターンを学習用に，別の 100パ

ターンをテスト用に用いた．

まず，64次元パターンを用いて 48クラスの識別を

各手法で行ったときの識別誤り率（%）を表 1 に示

す．表中の各列の左側（train）の数値は学習パターン

に対する誤り率を表し，右側（test）の数値はテスト

パターンに対する誤り率を表す．カーネル関数のパラ

メータ p 及び累積寄与率 c.p.は最適な結果が得られ

る場合を選択してあり，d′ はその c.p.のときに得られ

たクラス部分空間の次元数の平均と標準偏差を表す．

KNSの識別率は LSSに比べてやや良いが，カーネ

ル非線形変換の顕著な効果は見られない．一方，kNN

の識別率は KNS，LSSと比べて極端に悪い．この結

果は，多クラスの識別において LSSが kNNに比べ良

い識別率を達成することが多いというこれまでの報

告と一致する．これは，特徴空間の次元が高いと学習

パターン数に対する識別率の収束が遅くなるという，

kNNの欠点に起因すると考えられる．次に述べる 10

次元 48クラスパターンの識別では LSSと kNNの結

果が逆転していることもその傍証となる（表 2 参照）．

更に，高次元多クラスパターンに対する kNN，LSS，

KNSの識別率の比較に関して，本論文と同様の傾向

を示す結果が報告されている [10]．

次に，10次元パターンを用いてクラス数を 10，20，

48と変化させ各手法について識別誤り率を求めた結果

を表 2 に示す．表 1 と同様，パラメータの最適化を

行った後の結果を示した．この表 2 の結果の中で表 1
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表 2 10次元多クラス分布に対する識別誤り率（%）
Table 2 Classification error rates (%) against 10-dimensional multi-class patterns.

d: dimension 10 10 10

# of classes 10 20 48

c.p. d′(mean ± s.d.) train test d′(mean ± s.d.) train test d′(mean ± s.d.) train test

# of patterns 1,000 1,000 2,000 2,000 4,800 4,800

kNN (k = 1) 0.0 11.7 0.0 22.5 0.0 27.4

kNN (k = 5) 7.9 11.9 13.7 21.2 18.2 27.0

LSS-P 0.81 3.9 ± 0.5 14.0 16.8 3.9 ± 0.7 25.8 29.8 4.0 ± 0.7 36.1 39.5

LSS-C 0.85 3.5 ± 0.7 18.1 19.4 3.3 ± 0.8 31.9 33.9 3.4 ± 0.7 40.8 41.8

KNS-P (rbf-15) 0.96 49.9 ± 8.0 0.0 8.0 50.6 ± 8.9 0.0 16.2 49.9 ± 9.3 0.0 19.2

KNS-C (rbf-15) 0.95 41.8 ± 9.0 0.0 8.4 42.3 ± 9.5 0.1 16.3 41.4 ± 10.4 0.2 19.3

KNS-P (poly-2) 0.96 17.8 ± 2.4 2.1 8.7 18.4 ± 3.2 5.5 18.1 18.3 ± 2.8 7.4 20.2

KNS-C (poly-2) 0.98 19.9 ± 3.7 3.0 8.2 20.4 ± 4.1 6.1 17.6 20.5 ± 3.6 7.5 19.3

の結果と比較して大きく異なる点は，KNS法が他の手

法と比較してはるかに良い性能を示している点，LSS

法より kNN法が良い性能を示している点である．

まず，10次元パターンに対する kNNの識別率がク

ラス数とともに増加しており，kNNにおける識別誤り

率とベイズ誤り率との関係から [3]，これはベイズ誤り

率の増加，すなわち，分布の重なりが増加しているた

めであると考えることができる．更に，LSSと kNN

の識別率を比べてみると，64次元パターンに対して

は LSSの方が良いが 10次元パターンでは kNNの方

が良いこと，また，LSSもクラス数の増加とともに誤

り率が増加しているがクラス数が 10から 48へ増加し

たときの識別誤り率の増加量は kNNで約 15～16%，

LSSで約 22～23%であり LSSの方が多いことがわか

る．したがって，クラス数の増加に伴う LSSのこの識

別誤り率の増加は，分布の重なりの増加だけでなく，

3. 2で述べた部分空間法の欠点であるクラス部分空間

の重なりの増加に伴う識別率の低下を反映していると

考えられる．

一方，KNS法ではクラス数の増加に伴う識別誤り

率の増加が約 11%にとどまっている．64次元パター

ンの結果において LSSと KNSの差が小さいことから

このパターン分布の非線形性は小さいと予想されるの

で，10次元パターンの識別において KNS法の性能が

非常に優れているのは，カーネル非線形変換による高

次元への写像がクラス部分空間の重なりの増加という

部分空間法の欠点を補完したためであると推察される．

以上の議論は，テストパターンに対する識別率の比

較に関するものであったが，学習パターンに対する識

別誤り率の低さも KNS法の大きな特徴である．通常，

学習パターンに対する過度の最適化は過学習と呼ばれ，

テストパターンに対する汎化能力の低下を招く．とこ

ろが KNS法の特徴は，パラメータ最適化後において

学習パターンに対する識別誤り率がほぼ 0に近いにも

かかわらず，テストパターンに対する識別率は他の手

法と比較して最良であるという点である．すなわち，

より多くの学習パターンがあれば更に識別能力が上昇

することを示唆している．この点については次節にお

いてより詳しく論ずる．

5. 2 2クラス非線形分布に対する識別性能

人工パターンを用いた識別系の性能評価は，人工パ

ターンの生成法に強い
し
恣意性が入る点や非現実的なパ

ターン分布を発生させているという点から批判を受け

ることもある．しかしながら，どんなパターン分布で

あってもその潜在的な存在可能性は否定できない，と

いう意味において後者の批判は必ずしも妥当なもので

はないばかりか，以下に述べる理由からむしろ人工パ

ターンを用いた性能評価には大きな意味がある．

第 1に，あるパターン集合に対する識別機の性能評

価は，母集団に属するパターンすべてを用いた識別機

の最適化によって初めて可能となる．しかし，通常は

限られたパターンを用いて識別機を最適化しなけらば

ならない．そして，その最適化は学習パターン数に依

存し，しかもその依存の仕方は識別機によって異なる．

したがって，識別機の評価のためには学習パターン数

を変化させて，その識別性能の収束傾向を比較しなけ

ればならない．こうした評価実験は十分な数のパター

ンが発生可能な人工パターンにおいて可能である．第

2に，学習及びテストに使われるパターンは母集団か

らサンプリングされたものであるから，そこから推定

される識別率はそのパターン数に依存したばらつきを

もつ．従って，複数回の独立試行を繰り返してその平

均と分散を推定することによって，異なる手法間の識

別率の有意差を論ずることが必要となる．このために
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は，独立試行の繰返しが容易な人工発生パターンが有

用である．第 3に，人工発生パターンを用いた識別実

験は，第三者による各種識別手法の追試，比較が容易

である．

前節では，KNS法が多クラスの識別に対し有効で

あり，それが高次元空間への写像という KNS法の特

徴によることを示した．クラス数に比べ特徴空間の次

元が高い場合には，KNS法と LSS法との識別性能の

大きな差は観察されず，それは恐らく実験データとし

て扱ったパターン分布の非線形性が小さいためである

と予想された．そこで，KNS法の期待されるもう一つ

の効果である，非線形分布に対する識別性能の向上を

検証するため，非線形性の非常に強い 2クラスパター

ンを用いて識別実験を行った．また，識別境界の記述

能力を手法間で比較するために，クラス分布の重なり

が存在し，かつ複雑な境界をもつ人工パターンを実験

データとした．

x1，y1，x2，y2 を平均と分散 (µ, σ2) がそれぞれ

(0, 10)，(10, 5)，(3, 10)，(20, 5) の正規分布からラン

ダムにサンプリングされた値とし，クラス 1 (X1)，ク

ラス 2 (X2) に属する 2次元パターンをそれぞれ

(x1, 0.5x
2
1 + y1) ∈ X1 (27)

(x2,−0.5x2
2 + y2) ∈ X2 (28)

として各クラス同数生成した．

300個の学習パターンの例と，その学習パターンか

ら各手法を用いて識別系を構成して得られた識別境界

とを図 1 に示す．2クラスのパターンを赤丸と青丸に

よって示し，識別境界は緑線で示した．また，SVM

において得られたサポートベクトルは誤識別されたパ

ターンすべてと正しく識別されたパターンの内図中で

水色の丸で囲んだパターンである．図に示したように，

生成されたパターンは分布の形状が非線形であり，か

つ最適なクラス境界が複雑な曲線をなしており，識別

が非常に難しい例である．LSSでは有効な識別境界が

形成されていないが，他の手法ではほぼ最適な識別が

可能な識別境界が得られている．

次に，テストパターン数を 100に固定し，学習パ

ターン数を 10から 300まで変化させて識別実験を行っ

た．各実験条件に対して独立に 100回の試行を繰り返

し，識別誤り率の平均と分散を算出した．識別誤り率

の平均値を各学習パターン数，各手法ごとに示したの

が図 2 である．図左上に示したように，同じ色の 2本

の折れ線は各手法の学習パターンに対する識別誤り率

の平均（実線）とテストパターンに対する識別誤り率

の平均（点線）を表す．Aと Bという二つの手法の識

別性能の比較は，学習パターンが無限個の場合に推定

される潜在的な最適識別率とその最適識別率への漸近

性という二つの観点からなされなければならない．更

に，最適識別率の推定は，学習パターンに対する識別

率（R法）とテストパターンに対する識別率（H法）

によって挟み撃ちにすることによって可能となる．

図 1 で示したような複雑な境界を有するパターン

分布に対し，SVMは一般に高い識別能力を有する．

SVM(poly-1)，SVM(poly-2)では識別境界の記述能

力が十分でなく学習パターン数が増えても識別率は

向上しないが，SVM(poly-3) 及び SVM(rbf-2)では

学習パターン数 300において他の手法と比較して最

も高い識別率であった．LSSでは学習パターン数にか

かわらず低い識別率であったが，KNSは SVMに準

ずる識別率を達成した．KNS(rbf-1)，SVM(poly-3)，

kNN(k = 3)の学習パターン 300でのテストパターン

に対する識別率は，対応 2試料の検定により有意差が

認められた．

また，KNS，kNNの学習パターンに対する識別率

は SVMのそれよりもはるかに良く，したがって，学

習パターン無限大でのテストパターンに対する識別

率は SVMのそれを上回る可能性がある．更に学習パ

ターンの増加に対する識別誤り率の収束性は SVMが

最も早く，kNNが最も遅い．更に，学習パターンの増

大に対する識別誤り率の収束は，KNS-P，KNS-Cに

かかわらず KNS(poly)の方が KNS(rbf)よりが早い．

KNS-Pと KNS-Cの間に識別性能，収束特性につい

て大きな差は見られない [8]．

5. 3 公開データを用いた識別性能の比較

現実世界の中で実際に採取された特徴データの中

で性能比較用に公開されているものに Proben1 [27]

がある．その中の何種類かを用いて KNS法と従来手

法との比較を行った．表 3 に 3種類の soybeanデー

タを用いた識別実験の結果を示す．soybeanデータは

soybeanの状況から病気の種類を識別するためのデー

タセットであり，どのセットもクラス数 19，特徴ベク

トルの次元 82，パターン数 683である．識別率の評

価は [27]に記述されている方法に従った．指定された

170パターンをテストパターン，残りを学習パターン

とし，テストパターンを変えて 4回の試行を繰り返し

て学習パターン及びテストパターンにに対する識別誤

り率の平均と標準偏差を示した．全般的に KNS法が
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図 1 2次元 2クラス人工パターンの例と各手法で得られた識別境界
Fig. 1 An example of 2-dimensional 2-class artificial patterns and classification

borders optimized by various classification methods.

やや良いが統計的な有意差はない．これは 1セットの

データからたかだか 4回の試行しかできないことにも

起因する．Proben1の他のデータセットのほとんどは

クラス数がたかだか 2か 3であるが，すべてにおいて

KNS法は kNN法や SVMとほぼ同等の識別性能を示

した．

5. 4 パラメータの変動に対する識別性能の安定性

KNS法を適用する上で解決しなければならない問題

は，部分空間の次元 d′，カーネル関数のクラス，カー

ネル関数のパラメータ p の最適化である．そこで，p，

d′ に対して KNS法がどのような振舞いを示すかにつ

いて調べた． 5. 1 で述べた 10クラス 10次元パター

ンを用い，学習及びテストパターン数は各 50とした．

図 3 は部分空間の次元 d′ が識別に与える影響を調

べた結果である．LSS法，KNS(poly)法，KNS(rbf)

法の三つを比較した．同じ種類の 2本の折れ線のうち

下方に位置しているのが学習パターンに対する誤り率，

上方に位置するのがテストパターンに対する誤り率で
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図 2 識別性能の評価法を示した模式図（左上）と SVM，最近傍決定則（kNN），線形部
分空間法（LSS），カーネル非線形部分空間法（KNS）の 2次元 2クラス非線形パ
ターンに対する識別誤り率の比較

Fig. 2 Scheme for the evaluation of classification performance (upper left) and the

comparison of error rates against 2-dimensional 2-class nonlinear patterns

by SVM, k-nearest neighbor rule (kNN), linear subspace method (LSS) and

kernel based nonlinear subspace method (KNS).

表 3 Proben1の soybeanデータセットに対する識別誤り率（%）
Table 3 Classification error rates (%) against soybean data sets in Proben1.

Data set soybean1 soybean2 soybean3

Classifier training test training test training test

kNN k = 3 7.38 ± 0.87 8.52 ± 1.48 7.53 ± 1.46 10.29 ± 2.28 7.82 ± 0.97 9.56 ± 1.47

LSS-P d′ = 5 7.53 ± 1.46 7.65 ± 3.81 6.94 ± 2.56 9.26 ± 1.47 7.53 ± 1.46 9.26 ± 1.47

KNS-P(rbf-2) d′ = 5 6.87 ± 0.84 6.32 ± 3.01 7.01 ± 2.42 9.56 ± 1.47 7.60 ± 1.33 9.41 ± 1.44

KNS-P(poly-2) d′ = 5 8.11 ± 0.65 7.64 ± 3.81 7.09 ± 2.28 9.71 ± 1.56 7.31 ± 1.86 8.97 ± 1.69

ある．部分空間法に関するこれまでの研究からよく知

られているように識別誤り率は d′ に強く依存する．図

に示した結果は LSSと KNSで d′ に対する識別誤り

率の振舞いが大きく異なることを示している．LSS法

では最適若しくは準最適な d′ の範囲が狭いのに対し，

KNS法の識別誤り率は d′ に対して LSSのそれより

緩やかなこう配をもっている．LSS法，KNS法では

d′ が特徴空間の次元 d，変換後の次元 dφ にそれぞれ

近くなるとクラス部分空間の重なりが増えるため識別

性能が低下する．しかし，KNS法では高次元空間上

でクラス部分空間を構成しているため dφ が非常に大

きく d′ の変動の影響を受け難い．したがって，KNS

法は最適若しくは準最適な d′ の範囲が広く d′ の選択

が容易であり，これは KNS法の実用性の高さを表し

ている．

図 4は，カーネル関数のパラメータ pの識別に与え

609



電子情報通信学会論文誌 ’99/4 Vol. J82–D–II No. 4

図 3 部分空間の次元の識別率に与える効果
Fig. 3 Effect of subspace dimension on error rate.

図 4 カーネル関数のパラメータ p の識別率に与える効果
Fig. 4 Effect of parameter values of kernel function

to classification error.

る効果を調べた結果である．同じ種類の 2本の折れ線

の意味は前図と同じである．KNS(poly)と KNS(rbf)

のそれぞれについて様々な pでの識別誤り率を求めた．

KNS(poly)では p の比較的小さいところに最適値が

あり，しかも p の変動に敏感である．KNS(poly)の

p は整数値しかとることができないので p の選択には

慎重を期す必要がある．一方KNS(rbf)ではより大き

な pに最適値があり最適値の周辺での変動は緩やかで

あった．更に p を大きくしていくと KNS(rbf)の誤り

図 5 識別系の学習に必要な計算時間の比較
Fig. 5 Computation time for classifier training.

図 6 識別に必要な計算時間の比較
Fig. 6 Computation time for classification.

率は再び上昇する．こうした KNS(poly)，KNS(rbf)

の p に対する振舞いは，今回試みた他のデータに対し

てもほぼ同様の傾向を示した．

5. 5 計算コストの比較

識別手法の学習に要する計算時間及び未知パター

ンの識別に要する計算時間という観点から各識別手

法の比較を行った．測定には SUN ULTRA 60上の

MATLABを用い，パターンは 5. 2 で述べた 2クラ

ス 2次元人工パターンを利用した．学習パターンの数

を 10から 2,000（SVMは 10から 800）まで変化させ

て学習を行い，要した時間を計測した結果を図 5 に

示す．学習終了後，改めて発生させた 10,000個のテ

ストパターンの識別に要した時間を計測し平均した結

果を図 6 に示す．学習パターン及びテストパターン

はクラスあたり同数とした．比較した手法及びそのパ

ラメータは，SVM(poly-3)，KNS-P(poly-2, d′ = 2)，

KNS-C(rbf-15, d′ = 2)，kNN(k = 1)である．
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KNSの学習に要する時間は，SVMと比較して学

習パターン数 100のときで約 1/100，学習パターン数

1,000のときで約 1/1,000であり，学習パターンが増

えるに伴いその比は小さくなる（図 5）．この実験条件

では，SVMの場合学習パターンが 1,000を超えると

学習に非実用的な時間を要する．また，SVMでは学

習に要する時間の 99%以上を 2次計画法を解くために

要していること，パターンの分布によって 2次計画法

の解法に要する時間は大きく変動する可能性があるこ

とから，SVMでは学習パターン数が同一であっても

課題によって学習に要する時間が大きく変動する．一

方，KNSでは学習に要する時間はほぼ学習パターン

数だけで決まるので SVMと比較して所要時間の推定

が容易であり，この点においても実用上使いやすい．

KNS-Pと KNS-Cでは学習に要する時間に大きな差

はなかった．kNNではメモリ上に学習パターンを配置

するだけであるので，学習に要する時間は実質上 0で

ある．

一方，識別に要する時間は，四つの方法の中で SVM

が最も短く，kNNの数十分の一であった（図 6）．SVM

の識別時間は学習の結果得られるサポートベクトルの

個数に依存する．KNS-Pと KNS-Cでは約 10倍弱の

差があった．これは，式 (15)の K を計算する手間と，

式 (16)の GX を計算する手間との違いによる．した

がって，高速な識別を要するアプリケーションに KNS

法を使う場合には，KNS-Pと KNS-Cのどちらを用

いるかの選択には注意が必要である．

ここで示した学習及び識別に要する計算時間の測定

は，アルゴリズムやプログラムの最適化の程度，パラ

メータ等の実験条件によって変化する可能性は残る．

しかしながら，現在，学習に要する計算時間の破
たん
綻

が大きな問題とされている SVMに比べ KNS法は数

オーダ早い時間で学習が可能であり，また，識別にお

いても標準的な方法として非常によく使われている

kNNと比較して KNSは高速であるから，KNS法は

計算コストの観点からも非常に実用性の高い識別手法

であると考えられる．

6. む す び

本論文では，新しいパターン認識手法としてカーネ

ル非線形部分空間法（KNS法）を提案した．本手法

は，多クラス非線形分布の識別に有効な手法であり，

多クラスの識別問題には従来の部分空間法や最近傍決

定則よりも良い性能を示した．また，2クラスの識別

問題にも十分有効な方法であり，最近傍決定則より優

れ，Support Vector Machineに近い識別能力を示し

た．したがって，KNS法は非線形かつ多クラスという

通常の方法では困難な課題に有効なだけではなく，通

常の方法でも解決可能な識別課題に対しても有効な方

法である．更に，識別能力の優秀性だけでなく，計算

コスト，学習，識別アルゴリズムのインプリメントの

容易さ，パラメータの最適化の容易さなどから KNS

法は極めて使いやすく便利な識別手法といえる．

また，KNS法では SVMのように非線形最適化の

必要がなくかつカーネル関数を介した定式化が可能で

あるので，少ない計算量で多次元性の利点を生かすこ

とができる．カーネル関数を利用した多次元非線形空

間での操作は，求めたい量がカーネル行列 K で記述

できれば他のアルゴリズムにも適用可能である．KNS

法は SVMとともにカーネル非線形変換の特徴を生か

すことのできた例であるといえよう．

これまでの実験の結果得られた KNS法の識別能力

は，実は，筆者にとっても当初の予想を超えるもので

あった．現在，KNS法が不得手とするような典型的な

パターン分布というのが把握できておらず，今後の研

究課題として残されている．“KNS法が本当にそんな

に良い方法なのか”という問いに答えるためには，今

後より多くのデータによる評価が必要となる．また，

本論文で報告した高い識別性能が引き出されている裏

にはその根拠となる本質的理由があるはずであり，そ

の点に関する理論的なアプローチも今後の課題であ

る．更に，部分空間法については複合類似度法や学習

部分空間法といった改良手法が提案されており，また

SVMについてもカーネル関数の改良などに関する研

究がある．これら先行研究の成果を KNS法に組み入

れていくことも今後の検討課題の一つである．
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