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あらまし 近年，車椅子利用者を支援するため，監視カメラ映像から車椅子利用者を検出するシステムが求められて
いる．しかし，車椅子利用者の周囲に多数の歩行者が存在する可能性が高く，歩行者に遮蔽された車椅子利用者を，
各フレームから独立に検出することは困難であり，未検出が生じやすい．また，車椅子利用者の見えは歩行者と類似
しているため誤検出も生じやすい．本報告では，混雑環境において映像中から高精度に車椅子利用者を検出する手法
について検討した結果を報告する．提案手法では，複数フレームにおける車椅子利用者候補の特徴を統合することで，
単一フレームのみから車椅子利用者のみを検出することが困難な場合でも正確な検出を目指す．評価実験を行った結
果，提案手法は混雑環境において比較手法より高精度に車椅子利用者を検出できることを確認した．
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Abstract In recent years, to support wheelchair users, there has been an increasing demand for a system to detect
wheelchair users from a surveillance video. However, since many pedestrians are often walking around wheelchair
users in a crowded scene, miss-detections easily occur when they are occluded in a frame. False detections also
easily occur since wheelchair users appear similar to pedestrians. We report on a method to detect wheelchair
users accurately from a video observing a crowded scene. The proposed method integrates multi-frames features
of wheelchair-user candidates, which enables to detect wheelchair users accurately that cannot be detected with-
out false detections from a single frame. As a result of an experiment, the proposed method achieved the highest
accuracy compared with other methods.
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1. ま え が き

近年，多くの公共施設がバリアフリー化され，車椅子利用者
が単独でも公共施設を利用可能な環境が整備されつつある．そ
のような取り組みは，身体の不自由な人々が積極的に参加・貢
献することができる共生社会を実現するために重要となる．し
かし，車椅子利用者が他者の援助を必要とする場面は依然とし
て多い．そのような場面で必要に応じて適切に支援するために
は，事前に車椅子利用者の位置を把握しておくことが重要とな
る．そのため，既に多くの施設に設置されている監視カメラの
映像を用いて，自動的に車椅子利用者を検出するシステムへの
重要が高まりつつある．
しかし，鉄道駅などの混雑しやすい環境では，しばしば多く
の歩行者が車椅子利用者の周囲に存在する．混雑した環境中を
移動する車椅子利用者の例を図 1に示す．一般的に，車椅子利
用者の全高は歩行者と比較して低い．そのため，正面や斜め上
に監視カメラが設置されている場合，混雑環境下では周囲の歩
行者による遮蔽が原因となり，車椅子利用者の全身を観測でき
ない場面が多い．そのような場面では検出が困難なため，未検
出数が増加するという問題がある．また，車椅子利用者と歩行
者の上半身の画像における見えは類似している．同一映像に含
まれる車椅子利用者と歩行者の例を図 2に示す．そのため，歩
行者に対する誤検出数が増加しやすい．本報告では，混雑環境
における高精度な車椅子利用者の検出を目的とし，未検出と誤
検出が少ない検出手法について検討した結果を報告する．
事前に検出対象について学習した検出器を用いる手法の多く
は，1枚の画像から検出を行なう．そのような手法を混雑環境に
おける車椅子利用者の検出に適用した場合，遮蔽があるフレー
ムにおいて検出が困難となり，未検出数が増加する．この問題
への対策として，車椅子利用者か否かの識別をするしきい値を
緩めることで未検出を低減することが考えられる．しかし，そ
のトレードオフとして誤検出数が増加する．特に混雑環境にお
ける車椅子利用者の検出の場合，周囲に歩行者が同時に多数存
在するため，誤検出数が増加する．そのため，混雑環境では単
一フレームから車椅子利用者を正確に検出するのは困難である
といえる．本研究では，単一フレームから車椅子利用者を識別
するのは困難でも，複数フレームの情報を用いることで情報量
が増え，識別しやすくなる点に着目する．提案手法では，検出
する候補の画像系列を抽出し，それらの特徴を統合して車椅子
利用者か否かを識別することで，未検出と誤検出を低減する．
複数フレームの情報を用いて検出を行なうために，提案手法
は（1）検出のために車椅子利用者候補を追跡し，（2）追跡して
得られた画像系列を用いて車椅子利用者か否か識別する．（1）
では，検出器により得られた初期検出結果を時間方向に対応付
けることで追跡する．混雑環境では遮蔽により追跡系列が途切
れやすいため，提案手法では，遮蔽による検出スコアの低下に
対応するため，それらを補う大域的最適化に基づく追跡を行な
う．（2）では，Convolutional Neural Network（CNN）を用い
て追跡系列の識別を行なう．ここで，追跡系列には遮蔽や位置
ずれが含まれている可能性があり，高精度に識別を行なうには

図 1 混雑した環境中を移動する車椅子利用者の例

図 2 同一映像に含まれる車椅子利用者と歩行者の例

系列全体から有効な特徴のみを抽出する必要がある．提案手法
では，フレームごとに抽出した特徴を，時空間の情報を用いて
算出した重みを用いて統合する．統合のための重みを計算する
ため，フレームごとに抽出した特徴に対して 3D Convolution
を適用する．
以降，2節では本研究の関連研究について述べる．3節では，

提案手法である複数フレームの統合による混雑環境における車
椅子利用者検出の検出手法について説明する．4節では，提案
手法の有効性について調査した評価実験とその結果について述
べ，考察を加える．最後に 5節で，まとめと今後の課題につい
て述べる．

2. 関 連 研 究

既存の物体検出手法の多くは，1枚の画像に対して検出処理
を行うものである．Felzenszwalbらは，物体のモデルを部位の
集合として表現する Deformable Part Models（DPM）を用い
た物体検出手法を提案している [1]．DPMは，各部位の詳細な
形状や位置を考慮するため姿勢変動に頑健である．Girshickら
は，画像から物体候補領域を抽出した後，その領域からCNN特
徴を抽出し識別を行なう R-CNN [2]を提案している．Girshick
らはさらに R-CNN を改良し，画像全体から CNN 特徴を抽
出した後，ROI Pooling により候補領域ごとの特徴を抽出す
ることで計算コストを削減した Fast R-CNN [3]を提案してい
る．Ren らは Fast R-CNN をさらに改良し，候補領域抽出を
CNNにより行なう Faster R-CNN [4]を提案している．Faster
R-CNNは高速かつ高精度な物体検出が可能であるが，対象物
体が遮蔽されると候補領域抽出に失敗しやすく，検出精度が低
下するという問題がある．

Mylesらは，車椅子利用者に特化した検出手法を提案してい
る [5]．この手法では，Hough変換を用いて車椅子の車輪を，色
特徴を用いて車椅子利用者の顔をそれぞれ検出し，車椅子利用
者の 3次元姿勢情報を構築することで検出を行なう．しかし，
事前にカメラキャリブレーションを正確に行なう必要があるた
め，利用できる環境が限られる．Huangらは，単一の固定カメ
ラにより撮影された映像から車椅子利用者を検出する手法を提
案している [6]．この手法では，HOG特徴量などの局所特徴量
とカスケード化した AdaBoostによる識別器を用いて検出を行
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なう．しかし，この手法は車椅子利用者の遮蔽を考慮していな
いため，混雑環境では高精度に検出することができない．

3. 複数フレームの統合による
車椅子利用者の検出手法

本手法は 3つの段階に分けられる．はじめに，事前に学習し
た車椅子利用者の検出器を用いて入力映像の各フレームについ
て初期検出を行なう．次に，初期検出により得られた検出候補
の組み合わせについて大域的最適化問題を解くことで追跡を行
い，検出候補の画像系列を抽出する．最後に，得られた追跡系
列を CNNにより車椅子利用者か否か識別する．

3. 1 車椅子利用者候補の初期検出
入力映像の各フレームから，ベースライン検出器を用いて車

椅子利用者候補を検出する．ベースライン検出器には Faster
R-CNN [4] を用いる．一般に，車椅子利用者が遮蔽されたフ
レームでは，検出スコアが小さくなり，検出に失敗する場合が
多い．そのような場合でも候補として検出するために，検出ス
コアのしきい値を緩めに設定する．これにより，誤検出を含め
多くの車椅子利用者候補が得られる．

Faster R-CNNを学習する際，検出対象のクラスに歩行者を
別クラスとして追加する．これにより，歩行者に対する誤検出
を低減する．検出結果として，車椅子利用者に対応する出力結
果のみを用いる．

3. 2 検出候補の追跡
3. 2. 1 最適化問題としての定式化
初期検出により得られた車椅子利用者の検出候補に対して追
跡を行い，検出候補の画像系列を求める．提案手法では，追跡
を大域的最適化問題として定式化し，最小費用流問題として解
く枠組み [7]をもとに追跡を行なう．この枠組みでは，1つの検
出候補 xi につき 2つの頂点 ui，vi を作成しネットワークを構
築する．辺は以下の 4箇所に作成され，各辺についてコストを
算出する．

• 始点 sから頂点 ui（コスト Csi）
• 頂点 ui から頂点 vi（コスト Ci）
• 頂点 vi から頂点 uj（コスト Cij）
• 頂点 vi から終点 t（コスト Cit）

算出されたコストの合計が最小となるフローを計算し，それら
に対応する検出候補の系列を追跡系列として出力する．Csi お
よび Cit は，検出対象がそのフレームで最初に現れる，もしく
は最後に現れる確率に基づくコストである．Ci はその検出候
補の信頼度に基づくコストであり，Cij は 2つの検出候補の類
似度に基づくコストである．最小費用流 T は，以下の目的関数
を最小化することにより求められる．

T = arg min
T

(∑
i

Csiesi +
∑
i,j

Cijeij +
∑

i

Citeit

+
∑

i

Ciei

)
(1)

ここで eab は，あるフロー Tk ∈ T が頂点 (a, b)の間に流れる
場合に 1，流れない場合に 0となる．最小費用流問題を解くに

は流量を与える必要があるが，流量に相当する，入力映像中の
検出対象数は未知である．そのため，フローの量が 0から上限
値までの場合の最小費用流をそれぞれ求め，合計コストが最小
である場合の流量を選択する．

3. 2. 2 提案手法におけるネットワークの構築方法
提案手法では，式（1）の各コストを以下のように算出する．

Csi = Cit = − log 1
a · r

(2)

Ci = log 1 − βi

βi
(3)

Cij = − log
(

max
(

0, IoUij − fij − 1
F

))
(4)

ここで r は入力映像のフレームレート，aは定数であり，それ
ぞれが大きいほど Csi は大きくなる．βi は検出候補 xi の信頼
度であり，βi が小さいほど Ci は大きくなる．βi は，ベースラ
イン検出器による検出スコア Si をシグモイド関数により [0, 1]
に正規化した値である．

βi = 1
1 + exp(−bSi − c)) (5)

ここで bはシグモイド関数のゲイン，cは βi の大きさを制御す
る定数である．遮蔽された検出候補の検出スコアは小さくなる
ため，cを小さくすることで βi が大きくなるように調整する．
IoUij は検出候補 xiと xj の Intersection over Union（IoU）で
ある．矩形 bi と矩形 bj の IoUは以下の式で算出される．

IoUi,j = |bi ∩ bj |
|bi ∪ bj | (6)

ここで | · |は領域を構成する画素数である．IoUが小さいほど，
位置の連続性が小さいため Cij が大きくなる．fij は xi と xj

の間のフレーム数，F は辺を作成する最大のフレーム間隔であ
り，fij が大きいほど時間の隔たりが大きいため Cij が大きく
なる．
また，隣接フレーム間でのみ頂点 vi から uj への辺を作成す

る場合，遮蔽により初期検出に失敗したフレームが存在すると
追跡系列が途切れてしまう．そこで，1 <= f <= F フレーム離れ
た検出候補に対応する各頂点の組み合わせについて辺を作成す
る．これにより，フレームを越えた追跡を可能にし，追跡の中
断を抑制する．

3. 3 追跡系列の識別
CNNを用いて，得られた追跡系列を車椅子利用者か否か識
別する．識別する際，系列全体から有効な特徴のみを抽出する
ため，フレームごとに抽出した特徴から時空間の重みを計算し，
これを用いて特徴を統合する．CNNの構造を図 3に示す．入
力は 128 × 128の RGB画像系列，出力は車椅子利用者とそれ
以外のクラスの尤度である．入力画像の系列長は 8とし，追跡
系列を 8フレームずつ分割して入力する．

CNN の図 3（ア）の部分では，入力映像のフレームごとの
特徴抽出を行なう．この部分は 5 つの Convolution 層と 4 つ
の Max-pooling から構成され，フレームごとに特徴マップを
計算する．図 3（イ）の部分では，複数フレーム情報を活用し
て識別を行なうために，各フレームの特徴マップを時間方向で
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図 3 CNN の構造

統合する．統合のための重みを計算するため，特徴マップの系
列に対して 3つの 3D Convolution層と時間軸に対する 1つの
Max-pooling を計算する．その出力の各次元に対し時間軸で
Softmax関数を適用し，時間軸での総和が 1であり [0, 1]に正
規化された値を重みとする．算出した重みと特徴マップ系列の
要素ごとの積を計算し，時間軸で総和をとることで複数フレー
ムから得た特徴マップを統合する．

CNN の図 3（ウ）の部分では，統合した特徴マップを用い
て系列全体の分類を行なう．この部分は，3つの Convolution
層と 1 つの Max-pooling，1 つの Global Average-pooling か
ら構成される．パラメータ数を削減し学習データが少なくて
も学習できるようにするため，Fully-connected 層の代わりに
Convolution 層と Global Average-pooling を用いる．最後の
Convolution層の出力に対してGlobal Average-poolingを適用
し，1 × 1の 2チャネルにする．各チャネルはそれぞれ車椅子
利用者とそれ以外のクラスに対応しており，最後に Softmax関
数を用いて尤度を計算する．

CNNを学習する際，損失関数として交差エントロピーを用
い，誤差逆伝播法により学習を行う．各 Convolution層の活性
化関数には Leaky ReLU [8]を用いる．学習を安定化させるた
め，各層の出力には Batch Normalization [9] を適用する．パ
ラメータの初期値は乱数で決定し，過学習を抑制するために L2
正則化を加える．

4. 評 価 実 験

4. 1 データセット
提案手法の有効性を確認するため，混雑環境で撮影された映

像を用いた車椅子利用者の検出実験を行なった．本実験では，
学習データセットとして車椅子利用者を含む映像 15本を使用
した．また，評価用データセットとして映像 23本を使用した．
各データセットの詳細を表 1に示す．評価用データセットの各
映像には歩行者が多数含まれており，それらによる車椅子利用
者の遮蔽がある．

4. 2 評 価 方 法
検出精度を評価する際，各手法で出力された検出枠と正解枠と

の IoU（式（6））が 0.5以上である場合を正検出とし，そうでな
い場合を誤検出とした．評価指標には Free-response Receiver
Operating Characteristic（FROC）曲線を用いた．FROC曲
線は横軸に画像 1 枚あたりの誤検出数（False Positives Per

Image，FPPI），縦軸に検出率をとる曲線である．FROC曲線
が図の左上に位置するほど高精度であることを表す．FROC曲
線は検出結果のスコアのしきい値を変化させることで描画した．
また，F値の最大値とその時の再現率および適合率についても
評価した．
本実験では，以下の手法の検出精度を比較した．
• 比較：Faster R-CNN（FRCNN）
• 比較：FRCNN＋追跡＋ CNN（単一フレーム）
• 比較：FRCNN＋追跡＋ CNN（特徴マップを単純平均）
• 提案：FRCNN ＋追跡＋ CNN（3D Conv. による加重

平均）
「CNN（単一フレーム）」は，提案手法において追跡系列の識別
に使用する CNNから，特徴マップの統合部分を除いた手法で
ある．すなわち，1フレームずつ検出を行う．「CNN（特徴マッ
プを単純平均）」は，提案手法において追跡系列の識別に使用す
る CNNで，特徴マップを単純平均して統合する手法である．

4. 3 学 習 方 法
4. 3. 1 ベースライン検出器
ベースライン検出器として用いるFaster R-CNNの学習では，

歩行者の学習データとして，VOC2007 [10]に含まれる歩行者画
像 1,025枚を使用した．Faster R-CNNの実装には，Girshick
らによって公開されている実装 [4]を利用した．

4. 3. 2 CNN
CNNを学習するために，学習用映像から学習用画像系列を生
成した．エポックごとに，映像の各フレームを開始位置として
ランダムに画像系列を生成した．抽出するフレーム数は CNN
の入力系列長と同様に 8とし，フレーム間隔は乱数で決定した．
ポジティブサンプルの系列については，車椅子利用者の正解領
域に 15％のパディングを加えて切り出した．ネガティブサン
プルの系列については，最初のフレームの背景領域からランダ
ムに小領域を切り出し，その後のフレームで見えに基づき追跡
することで系列を生成した．追跡には Henriquesらの手法 [11]
を用いた．
生成する際，学習データのパターンを増やすため表 2に示す

Data augmentation を行った．遮蔽の追加に用いる歩行者の
画像とそのマスクとして，Daimler Pedestrian Segmentation
Benchmark Dataset [12] に含まれる画像 785 枚を用いた．こ
れらの画像から歩行者領域のみを切り出し，画像系列に対して
ランダムな位置・大きさ・向きに重ねることで遮蔽を加えた．
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表 1 データセットの内容
データセット 映像の本数 画像の枚数 フレームレート 画像の大きさ 車椅子利用者の総数

学習用データセット 15 2,400 6，25，30 960 × 540，1, 280 × 1, 024 2,400
評価用データセット 23 16,834 6，30 1, 280 × 1, 024，1, 440 × 1, 080 12,881

表 2 Data augmentation で行なう処理
処理 適用方法 内容

彩度の摂動 系列全体で統一 乱数を用いてグレースケール化した画像と加重平均
輝度の摂動 系列全体で統一 画素値を乱数倍
コントラストの摂動 系列全体で統一 乱数を用いてグレースケール化した画像の平均値と加重平均
切り出し フレームごと ランダムなサイズとアスペクト比で部分画像を切り出し
左右の反転 系列全体で統一 ランダムに画像を左右反転
遮蔽の追加 フレームごと 歩行者の画像とそのマスクを用いて車椅子利用者をランダムに遮蔽

表 3 各手法の検出精度の比較
手法 再現率 適合率 F 値

FRCNN 0.482 0.821 0.607
FRCNN ＋追跡＋ CNN（単一フレーム） 0.515 0.770 0.618
FRCNN ＋追跡＋ CNN（特徴マップを単純平均） 0.519 0.763 0.617
FRCNN ＋追跡＋ CNN（3D Convolution による加重平均） 0.515 0.820 0.633

遮蔽を含む画像を用いて学習を行なうことで，遮蔽に対する頑
健性の向上が期待できる．Data augmentationを行った後，各
画像を 128 × 128画素に拡縮して学習用画像系列とした．ポジ
ティブサンプル系列の生成例を図 4(a)に，ネガティブサンプル
系列の生成例を図 4(b)に示す．

4. 4 実験結果と考察
車椅子利用者の検出精度を評価した FROC曲線を図 5に示

す．提案手法の曲線がベースライン検出器の Faster R-CNNや
他の比較手法の曲線よりも左上に位置していることがわかる．
この結果から，提案手法の検出精度は比較手法よりも高いとい
える．しかし，検出率の最大値は Faster R-CNNのほうが高く，
他手法の検出率の上昇は FPPI が約 0.24 となる位置で止まっ
ている．これは，初期検出結果の一部が追跡を行なうことで取
り除かれてしまうためである．この問題への対処法として，追
跡のパラメータを調整し，より多くの追跡系列を出力すること
が考えられる．また，提案手法ではフレームを越えた追跡を可
能にしているため，正しい初期検出結果でも最適化の過程で除
去される可能性がある．フレーム間における辺のコストの計算
方法を改善することで，それを防ぐことができる可能性がある．
各手法の F値が最大のときの F値およびその時の再現率と適
合率を表 3に示す．提案手法の F値は他の手法より高い結果に
なった．提案手法は，Faster R-CNNと比較して適合率を維持
したまま再現率を 3.3%改善した．他の比較手法の再現率は同
様に約 3%向上している一方，適合率は約 5–6%低下している．
検出結果を評価用画像に描画した例を図 6に示す．真値を黄
枠で，それぞれの手法で F値が最大となる時の検出結果を赤枠
で表示した．1列目の例では，Faster R-CNNが遮蔽された車
椅子利用者の検出に失敗しているのに対して，他の手法では検
出に成功している．2列目の例では，提案手法以外は歩行者を

(a) ポジティブサンプル系列

(b) ネガティブサンプル系列

図 4 学習用画像系列の生成例

図 5 各手法の検出精度を比較した FROC 曲線

誤検出しているのに対して，提案手法は車椅子利用者のみを検
出できている．これらの結果から，提案手法は混雑した環境中
での誤検出と未検出の低減に有効であることが確認できた．
また，提案手法で用いた CNNにおいて 3D Convolutionに

より算出した特徴マップの統合に用いる重みを可視化した例を
図 7に示す．1列目には入力画像系列，2列目には入力に対応
する 8 × 8の重みのうち，一部のチャネルを示した．この例で
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（a）FRCNN (b) FRCNN ＋追跡＋ CNN
（単一フレーム）

（c）FRCNN ＋追跡＋ CNN
（特徴マップを単純平均）

（d）FRCNN ＋追跡＋ CNN
（3D Conv. による加重平均）

図 6 車椅子利用者検出の結果例（黄枠：真値，赤枠：各手法における F 値最大時の検出結果）

(a) チャネル 30 (b) チャネル 150

大

(c) 重みの値のカラーバー

図 7 3D Convolution により算出した重みの可視化例

は，歩行者により遮蔽されている領域の重みが小さい一方，車
椅子利用者が観測できる領域の重みが大きくなっている．これ
らの結果から，提案手法の CNNは識別に有効な次元および時
間に注目していることがわかる．しかし，歩行者や背景領域に
対して大きな重みが算出される場合も多い．CNNへの新たな
層の導入や学習における損失関数の工夫など，ネットワーク構
造や学習方法について検討が必要である．

5. む す び

本報告では，混雑環境における車椅子利用者の手法について
検討した結果をまとめた．提案手法は，混雑環境において単一
フレームからの検出では未検出と誤検出が増加しやすいという
問題に対し，複数フレーム情報を活用するというアプローチを
とった．複数フレーム情報を活用するために，初期検出器によ
り得られた検出候補を追跡し，CNNにより複数フレームの特
徴を統合して，その系列に含まれる人物が車椅子利用者か否か
を識別した．評価実験により，混雑環境において比較手法より
高精度な検出が可能であることを確認した．
今後の課題として，追跡におけるネットワークの構築方法の
改善や，CNNの構造や学習方法の工夫が挙げられる．
謝辞　本研究の一部は，科学研究費補助金による．
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